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　　摘　要：　为提高胶质母细胞瘤（ＧＢＭ）多模态磁共振（ＭＲ）图像中各肿瘤子区域分割的准确性，提出一种多分类
卷积神经网络（ＣＮＮ）的ＧＢＭ多模态ＭＲ图像自动分割算法．首先在９８％缩尾处理和配准ＧＢＭ多模态ＭＲ图像后，利
用Ｎ４ＩＴＫ法校正偏移场；其次构建一个主要由４个卷积层、２个池化层和２个全连接层组成的多分类ＣＮＮ模型，训练
后预分割ＧＢＭ多模态ＭＲ图像，将体素分为５类不同的标签；最后移除所有小于２００体素的假阳性区域，中值滤波后
获得最终分割结果．以Ｄｉｃｅ相似性系数ＤＳＣ、阳性预测值ＰＰＶ和平均Ｈａｕｓｄｏｒｆｆ距离ＡＨＤ为评价指标，利用所提出的
算法对ＦＣＧＢＭ数据集中整个肿瘤组织进行分割，获得的 ＤＳＣ、ＰＰＶ、ＡＨＤ分别为０８８９±００８７、０８５９±０１２７和
１９２３结果表明，该算法能有效提高ＧＢＭ多模态ＭＲ图像分割的性能，可望有临床应用前景．

关键词：　胶质母细胞瘤；多模态磁共振图像；自动分割；多分类卷积神经网络；图像块
中图分类号：　ＴＰ３９１４１　　　文献标识码：　Ａ　　　文章编号：　０３７２２１１２（２０１９）０８１７３８１０
电子学报ＵＲＬ：ｈｔｔｐ：／／ｗｗｗ．ｅｊｏｕｒｎａｌ．ｏｒｇ．ｃｎ　 ＤＯＩ：１０．３９６９／ｊ．ｉｓｓｎ．０３７２２１１２．２０１９．０８．０１８

ＧｌｉｏｂｌａｓｔｏｍａＭｕｌｔｉｆｏｒｍｅＭｕｌｔｉｍｏｄａｌＭＲＩｍａｇｅｓ
ＳｅｇｍｅｎｔａｔｉｏｎＵｓｉｎｇＭｕｌｔｉｃｌａｓｓＣＮＮ

ＬＡＩＸｉａｏｂｏ１，ＸＵＭａｏｓｈｅｎｇ２，ＸＵＸｉａｏｍｅｉ１

（１ＭｅｄｉｃａｌＴｅｃｈｎｏｌｏｇｙＣｏｌｌｅｇｅ，ＺｈｅｊｉａｎｇＣｈｉｎｅｓｅＭｅｄｉｃａｌＵｎｉｖｅｒｓｉｔｙ，Ｈａｎｇｚｈｏｕ，Ｚｈｅｊｉａｎｇ３１００５３，Ｃｈｉｎａ；
２ＦｉｒｓｔＣｌｉｎｉｃａｌＭｅｄｉｃｉｎｅＣｏｌｌｅｇｅ，ＺｈｅｊｉａｎｇＣｈｉｎｅｓｅＭｅｄｉｃａｌＵｎｉｖｅｒｓｉｔｙ，Ｈａｎｇｚｈｏｕ，Ｚｈｅｊｉａｎｇ３１００５３，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：　Ｔｏｉｍｐｒｏｖｅｔｈｅａｃｃｕｒａｃｙｏｆｓｅｇｍｅｎｔｉｎｇｔｈｅｔｕｍｏｒｓｕｂｒｅｇｉｏｎｓｉｎｇｌｉｏｂｌａｓｔｏｍａｍｕｌｔｉｆｏｒｍｅ（ＧＢＭ）ｍｕｌｔｉ
ｍｏｄａｌｍａｇｎｅｔｉｃｒｅｓｏｎａｎｃｅ（ＭＲ）ｉｍａｇｅｓ，ａＧＢＭｍｕｌｔｉｍｏｄａｌＭＲｉｍａｇｅｓａｕｔｏｍａｔｉｃｓｅｇｍｅｎｔａｔｉｏｎａｌｇｏｒｉｔｈｍｉｓｐｒｏｐｏｓｅｄｂｙ
ｕｓｉｎｇｍｕｌｔｉｃｌａｓｓｃｏｎｖｏｌｕｔｉｏｎｎｅｕｒａｌｎｅｔｗｏｒｋ（ＣＮＮ）．Ｆｉｒｓｔｌｙ，ａｆｔｅｒ９８％ ｗｉｎｓｏｒｉｚａｔｉｏｎａｎｄｒｅｇｉｓｔｒａｔｉｏｎｆｏｒｔｈｅＧＢＭｍｕｌｔｉ
ｍｏｄａｌＭＲｉｍａｇｅｓ，ｔｈｅｂｉａｓｆｉｅｌｄｗａｓｃｏｒｒｅｃｔｅｄｂｙｕｓｉｎｇｔｈｅＮ４ＩＴＫｍｅｔｈｏｄ．Ｓｅｃｏｎｄｌｙ，ａｍｕｌｔｉｃｌａｓｓＣＮＮｍｏｄｅｌｍａｉｎｌｙｃｏｎ
ｓｉｓｔｉｎｇｏｆｆｏｕｒｃｏｎｖｏｌｕｔｉｏｎａｌｌａｙｅｒｓ，ｔｗｏｐｏｏｌｉｎｇｌａｙｅｒｓａｎｄｔｗｏｆｕｌｌｙｃｏｎｎｅｃｔｅｄｌａｙｅｒｓｗａｓｃｏｎｓｔｒｕｃｔｅｄ；ｔｈｅＧＢＭｍｕｌｔｉｍｏｄａｌ
ＭＲｉｍａｇｅｓｗｅｒｅｐｒｅｓｅｇｍｅｎｔｅｄａｆｔｅｒｔｒａｉｎｉｎｇ，ａｎｄｖｏｘｅｌｓｗｅｒｅｃｌａｓｓｉｆｉｅｄｉｎｔｏｆｉｖｅｄｉｆｆｅｒｅｎｔｌａｂｅｌｓ．Ｆｉｎａｌｌｙ，ａｌｌｆａｌｓｅｐｏｓｉｔｉｖｅ
ｒｅｇｉｏｎｓｓｍａｌｌｅｒｔｈａｎ２００ｖｏｘｅｌｓｗｅｒｅｒｅｍｏｖｅｄ，ａｎｄｔｈｅｆｉｎａｌｓｅｇｍｅｎｔａｔｉｏｎｒｅｓｕｌｔｓｗｅｒｅｏｂｔａｉｎｅｄｂｙｍｅｄｉａｎｆｉｌｔｅｒｉｎｇ．Ｔｈｅ
ＤｉｃｅｓｉｍｉｌａｒｉｔｙｃｏｅｆｆｉｃｉｅｎｔＤＳＣ，ｐｏｓｉｔｉｖｅｐｒｅｄｉｃｔｉｖｅｖａｌｕｅＰＰＶａｎｄａｖｅｒａｇｅＨａｕｓｄｏｒｆｆｄｉｓｔａｎｃｅＡＨＤｗｅｒｅａｄｏｐｔｅｄａｓｔｈｅｅ
ｖａｌｕａｔｉｏｎｉｎｄｅｘ，ａｎｄｔｈｅＤＳＣ，ＰＰＶａｓｗｅｌｌａｓＡＨＤｗｅｒｅ０８８９±００８７，０８５９±０１２７ａｎｄ１９２３ｆｏｒｓｅｇｍｅｎｔｉｎｇｔｈｅｅｎｔｉｒｅ
ｔｕｍｏｒｔｉｓｓｕｅｓｉｎＦＣＧＢＭｄａｔａｓｅｔｂｙｔｈｅｐｒｏｐｏｓｅｄａｌｇｏｒｉｔｈｍ，ｒｅｓｐｅｃｔｉｖｅｌｙ．Ｒｅｓｕｌｔｓｉｎｄｉｃａｔｅｔｈａｔｔｈｅｐｒｏｐｏｓｅｄｍｅｔｈｏｄｃａｎｅｆ
ｆｅｃｔｉｖｅｌｙｉｍｐｒｏｖｅｔｈｅｐｅｒｆｏｒｍａｎｃｅｉｎｔｈｅｓｅｇｍｅｎｔａｔｉｏｎｏｆｔｈｅＧＢＭｍｕｌｔｉｍｏｄａｌＭＲｉｍａｇｅｓａｎｄｍａｙｂｅｅｘｐｅｃｔｅｄｔｏｈａｖｅ
ｃｌｉｎｉｃａｌａｐｐｌｉｃａｔｉｏｎｐｒｏｓｐｅｃｔｓ．

Ｋｅｙｗｏｒｄｓ：　ｇｌｉｏｂｌａｓｔｏｍａｍｕｌｔｉｆｏｒｍｅ；ｍｕｌｔｉｍｏｄａｌｍａｇｎｅｔｉｃｒｅｓｏｎａｎｃｅｉｍａｇｅ；ａｕｔｏｍａｔｉｃｓｅｇｍｅｎｔａｔｉｏｎ；ｍｕｌｔｉｃｌａｓｓ
ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ；ｉｍａｇｅｐａｔｃｈ

１　引言
　　胶质母细胞瘤（ｇｌｉｏｂｌａｓｔｏｍａｍｕｌｔｉｆｏｒｍｅ，ＧＢＭ）为成
人最常见的颅内原发性恶性脑肿瘤，占脑部原发恶性

肿瘤的４５％左右［１］．其高死亡率、高复发率和低生存率
给患者及其家属带来了巨大伤害，迫切需要找寻更优

的ＧＢＭ治疗方案．多模态 ＭＲ图像含有丰富的组织结
构信息，是 ＧＢＭ诊断、治疗和手术引导的重要辅助手
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段．为了给ＧＢＭ治疗方案的制定和预后的预测提供量
化和直观的参考，需准确定位和量化计算多模态ＭＲ图
像中的ＧＢＭ病变组织．目前临床上主要依赖于影像科
医生的手动分割，工作十分耗时且可重复性差．若计算
机能自动分割多模态 ＭＲ图像中的 ＧＢＭ肿瘤，则不仅
能将临床医生从中解放出来，而且能有效避免因过度

疲劳而产生的错误．因此，多模态ＭＲ图像中的ＧＢＭ自
动分割技术对ＧＢＭ的辅助诊疗和预后预测具有极其重
要的意义．

多模态ＭＲ图像的ＧＢＭ肿瘤自动分割是一项极具
挑战性的任务，因为ＧＢＭ肿瘤形状和位置多变，结构复
杂以及强度不均匀．尽管实现 ＧＢＭ肿瘤的精确自动分
割存在很大困难，但因其具有巨大的辅助医疗意义，近

年来许多专家与学者尝试了多种方法试图精确分割出

脑肿瘤区域．现有的 ＧＢＭ多模态 ＭＲ图像分割方法大
致可分为阈值法、区域法、像素分类法以及模型法四

类［２］．阈值法通过像素或体素灰度值描述特征，利用阈
值分割分离脑组织背景和肿瘤目标．Ｇｉｂｂｓ等提出一种
利用形态边缘检测和区域生长的非监督方法实现了对

包含肿瘤的 Ｔ１ｃ模态 ＭＲ图像的分割［３］；Ｋａｕｒ等［４］提

出了一种结合直觉模糊集和 ｔｓａｌｌｉｓ熵的混合多级阈值
技术，能从模糊边界和差对比度的ＭＲ图像中自动描绘
肿瘤区域．区域法利用预定义相似性准则，通过在相交
区域合并邻域像素或体素的方式，将相应ＭＲ图像脑组
织图像分割为不同目标区域．Ｖｉｓｈｎｕｖａｒｔｈａｎａｎ等［５］利用

粒子群优化算法和模糊 Ｃ均值算法进行初始分割，并
基于种子区域生长法实现了 ＭＲ图像中肿瘤和水肿区
域的精分割；Ｋａｖｉｔｈａ和 Ｃｈｅｌｌａｍｕｔｈｕ［６］为了提高肿瘤检
测的准确率和分割的执行速度，提出一种结合模糊初

始化遗传算法和改进种子区域生长神经网络的 ＭＲ图
像分割方法．像素分类法利用图像特征，采用机器学习
的方法将脑组织图像中相关像素进行分类．Ｓａｓｉｋａｎｔｈ和
Ｋｕｍａｒ［７］利用基于图割的自适应神经模糊推理分类器，
实现了脑胶质瘤的计算机辅助检测和分割；Ｖａｒｕｎａ和
Ｋｕｍａｒ［８］基于 ＤＷＴ降低脑肿瘤分割的复杂度，利用形
态学滤波器消除噪声后通过概率神经网络分类器检测

和定位ＭＲ图像中的脑肿瘤．模型法面向三维ＭＲ图像
数据，主要有生成模型和判别模型两个方向．Ｅｓｓａｄｉｋｅ
等［９］提出一种基于活动轮廓ＶａｎｄｅｒＬｕｇｔ相关器的脑肿
瘤分割算法，可自动检测异常组织区域；Ｌｏｋ等［１０］基于

多图像信息的水平集方法，能够分割除弥漫性肿瘤外

的所有类型肿瘤；Ｋａｒｕｐｐａｔｈａｌ和 Ｐａｌａｎｉｓａｍｙ［１１］利用高斯
分布和水平集方法，提出一种基于区域的分割ＭＲ图像
脑肿瘤的活动轮廓模型．通过分析上述 ＧＢＭ多模态
ＭＲ图像分割方法，发现这些研究尽管取得了不少研究
成果，但大部分算法聚焦在搜索和分割整个脑肿瘤区

域，并未进一步将其细分为各肿瘤子区域．分离出各肿
瘤子区域意义重大，因为临床医生可通过各肿瘤子区

域计算出肿瘤坏死组织区的比例、活跃肿瘤组织区边

界厚度和活跃肿瘤组织区比例等，这些高层次图像特

征对 ＧＢＭ患者的预后具有预测作用［１２］．此外，近年来
深度学习因其在各领域的客观成就，越来越受到关注，

尤其是卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，
ＣＮＮ）已成为目前语音分析和图像识别研究领域的
热点［１３］．

基于此，本文提出了一种基于多分类 ＣＮＮ的 ＧＢＭ
多模态ＭＲ图像自动分割算法．首先９８％缩尾处理体
素强度后配准ＧＢＭ多模态 ＭＲ图像，利用 Ｎ４ＩＴＫ法校
正偏移场；然后构建一个主要由４个卷积层、２个池化
层和２个全连接层组成的多分类 ＣＮＮ模型，利用提取
的图像块建立训练集训练 ＣＮＮ模型后预分割 ＧＢＭ多
模态 ＭＲ图像，初步将每个体素分为五类不同的标签；
最后移除小区域和中值滤波平滑各子区域边界，获得

ＧＢＭ多模态ＭＲ图像的最终分割结果．实验结果表明
了该算法不仅能获得较高的分割准确率，而且能将整

个ＧＢＭ肿瘤细分为肿瘤不同子区域．

２　本文算法
　　从多模态ＭＲ图像中将肿瘤区域分割出来是建立
ＧＢＭ患者预后预测模型的关键步骤，因为通过将整个
ＧＢＭ肿瘤细分为各肿瘤子区域，临床医生能够计算出
活跃肿瘤组织区边界厚度、活跃肿瘤组织区比例和肿

瘤坏死组织区比例等对ＧＢＭ患者的预后具有重要预测
作用的高层次图像特征．此外，考虑到ＧＢＭ肿瘤组织区
域在这些模态图像中能够呈现不同的特征：活跃肿瘤

组织区在Ｔ１加权像（Ｔ１ｗ）注射对比剂之后的模态图像
（Ｔ１ｗＰｏｓｔ）中呈高信号，肿瘤坏死组织区在Ｔ１ｗＰｏｓｔ模
态图像中呈低信号，而非活跃肿瘤组织区在 Ｔ１ｗ注射
对比剂之前的模态图像（Ｔ１ｗＰｒｅ）中呈低信号，肿瘤组
织区在ＦＬＡＩＲ模态图像中呈高信号．因此，本文提出的
基于多分类ＣＮＮ的 ＧＢＭ多模态 ＭＲ图像自动分割算
法利用了 ＧＢＭ三种模态 ＭＲ图像，分别为 Ｔ１ｗＰｒｅ、
Ｔ１ｗＰｏｓｔ以及ＦＬＡＩＲ．

本文算法框架如图１所示，包含以下４个步骤：１）
图像预处理：包括 ９８％缩尾处理体素强度、配准 ＧＢＭ
多模态ＭＲ图像和利用 Ｎ４ＩＴＫ法进行不均匀偏移场校
正；２）提取图像块：提取形状为３３×３３×３的三维图像
块，并进行数据扩增和归一化处理；３）预分割：构建主
要包含４个卷积层、２个池化层和２个全连接层的ＣＮＮ
模型，训练后将 ＧＢＭ多模态 ＭＲ图像初步分割为正常
脑组织区（ｌａｂｅｌ０）、活跃肿瘤组织区（ｌａｂｅｌ１）、肿瘤坏
死组织区（ｌａｂｅｌ２）、不包括活跃肿瘤组织区和肿瘤坏死
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组织区的Ｔ１异常区（ｌａｂｅｌ３）以及不包括 Ｔ１异常区的
ＦＬＡＩＲ异常区（ｌａｂｅｌ４）；４）精分割：考虑ＧＢＭ肿瘤的解
剖结构先验知识，移除小区域并中值滤波平滑边界，得

到各肿瘤子区域的最终分割结果．图１中灰色区域表示
ｌａｂｅｌ０，黄色区域表示 ｌａｂｅｌ１，红色区域表示 ｌａｂｅｌ２，蓝
色区域表示ｌａｂｅｌ３，绿色区域表示ｌａｂｅｌ４
２１　图像预处理

本文处理对象为多模态 ＭＲ图像，包括 Ｔ１ｗＰｒｅ、
Ｔ１ｗＰｏｓｔ和ＦＬＡＩＲ三种模态．首先，为限制 ＭＲ切片图
像中体素强度的极值，降低边界效应的影响，对ＧＢＭ多
模态ＭＲ图像的体素强度进行９８％缩尾处理［２］．其次，
为保证ＧＢＭ多模态ＭＲ图像中同一位置的体素对应同

一脑组织，本文通过使用 ＦＳＬ软件库中的 ＦＬＩＲＴ配准
工具（ｈｔｔｐ：／／ｆｓｌ．ｆｍｒｉｂ．ｏｘ．ａｃ．ｕｋ／ｆｓｌ／ｆｓｌｗｉｋｉ／ＦＬＩＲＴ），配
准Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和ＦＬＡＩＲ三种模态ＭＲ图像．对于
每位 ＧＢＭ患者的三种模态 ＭＲ图像，配准时选择切片
数最少的序列作为配准参考图像，并根据大脑及其反

射计算对称平面［１４］，将头部区域方位调整至近似未旋

转的位置．最后，由于 ＭＲ扫描仪磁场的多向性，不同
ＭＲ切片图像中相同组织的强度有差异，使得自动分割
算法难于识别出它是同一组织．因此，本文在配准 ＧＢＭ
三种模态 ＭＲ图像后通过 ＡＮＴＳ软件（ｈｔｔｐ：／／ｓｔｎａｖａ．
ｇｉｔｈｕｂ．ｉｏ／ＡＮＴｓ），采用Ｎ４ＩＴＫ法［１５］校正ＧＢＭ三种模态
ＭＲ图像的不均匀场偏移．

　　图２为采用Ｎ４ＩＴＫ法对ＦＬＡＩＲ模态 ＭＲ图像其中
一个切片进行不均匀偏移场校正的结果，从图中可以

看出，不均匀偏移场校正前后脑组织区域强度分布的

不均匀性得到缓解．其中，（ａ）为不均匀偏移场校正前
图像，（ｂ）为不均匀偏移场校正后图像．

２２　提取图像块
图像块是图像的一部分，类别与其中心像素的类

别一致．对于每种模态的 ＭＲ切片图像，以每个体素为
中心，可提取大小为ｎ×ｎ像素的二维区域作为该体素
对应的图像块．本文分别从 ＧＢＭ三种模态 ＭＲ图像
Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和ＦＬＡＩＲ中分别提取大小为３３×３３
像素的二维阵列，即为一个三维图像块，形状为３３×３３
×３图３为分别提取ＦＬＡＩＲ、Ｔ１ｗＰｏｓｔ和 Ｔ１ｗＰｒｅ三种
模态ＭＲ图像中表征肿瘤的图像块．

考虑到ＧＢＭ多模态ＭＲ图像中绝大部分体素都是
组织区域分类标签为 ｌａｂｅｌ０的体素．因此，为了提高数
据集中低表征度组织区域的体素比列，保持数据的平

衡，增强分割模型的泛化能力，本文在提取图像块时采

取如下措施：①若提取的图像块的中心体素过于靠近
ＭＲ切片图像的边缘，则忽略该图像块，从而使每种类
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别的组织区域体素的周围均有足够表征该组织区域类

别的体素．②筛选组织区域分类标签为 ｌａｂｅｌ０的图像
块，使其一半图像块是中心体素靠近肿瘤组织区的二

维区域，这有助于分割模型学习区分正常脑组织区和

肿瘤组织区的边界区域；而其另一半图像块则是中心

体素距离ｘ、ｙ和ｚ方向至少３个体素的二维区域，确保
其图像块能够遍布整个模态图像．

此外，由于基于监督学习的分割模型需学习的权

重参数数量巨大，因此需要大量的训练样本尽可能覆

盖所有的参数．一般来说，训练样本越多，训练后的分
割模型的泛化能力也越强．本文为了增大图像块的数
据量，扩大数据集，降低分割模型训练时产生过拟合的

可能性，将提取的每个图像块分别旋转 ９０°、１８０°和
２７０°，完成对 ＧＢＭ三种模态 ＭＲ图像的数据扩增．此
外，本文对提取的图像块的体素强度的均值和方差进

行标准化，方法如下：将每个 ＭＲ切片图像中每个体素
强度减去各自ＭＲ切片图像所有体素强度的平均值并
除以标准差，如式（１）所示．

ｘ′ｉ＝
ｘｉ－μ
ρ

（１）

式中：ｘ′ｉ为标准化后的第 ｉ个体素的强度，ｘｉ为标准化
前的第ｉ个体素的强度，μ为每个 ＭＲ切片图像所有像
素强度的均值，ρ为每个ＭＲ切片图像所有像素强度的
标准差．以 ＦＬＡＩＲ模态某个切片图像为例，对于第
１７９５２个体素，ｘ１７９５２＝５６４，μ＝１４０７０４８，ρ＝１２９３４０８，
故标准化后的体素强度ｘ′１７９５２＝３２７２７
２３　预分割
２３１　构建多分类ＣＮＮ模型

典型的ＣＮＮ基本结构一般由不同的层组合构成，
通常包含若干个卷积层、池化层和全连接层；卷积层和

池化层交替出现并可多层，全连接层亦可多层．卷积层
包括具有可学习权重的线性滤波器和紧随其后的非线

性激活函数；滤波器输出的特征图与卷积核卷积，加上

偏置值后输出至激活函数．第ｉ层卷积特征图 Ｆｉｍａｐ可通
过式（２）计算获得：

Ｆｉｍａｐ＝ｆａｃｔ（∑
ｌ

ｊ＝１
∑
ｈ

ｋ＝１
ｗｊｋＦ

ｉ－１
ｍａｐ（ｊ，ｋ）＋ｂ

ｉ） （２）

式中：ｌ和ｈ分别为卷积滤波器的长和宽，ｗｊｋ为卷积核
的学习权重，Ｆｉ－１ｍａｐ为卷积层ｉ的输入，ｂ

ｉ为第ｉ层滤波器
的偏置项，ｆａｃｔ（·）为激活函数．在网络的其他层之间使
用池化层进行下采样运算，从而降低特征图的空间尺

寸，以提高计算效率和控制网络的过拟合程度．池化层
的计算如式（３）所示：

ｘｉ＝ｆａｃｔ（κ（ｘ
ｉ－１）＋^ｂｉ） （３）

式中：κ（·）表示池化方式，主要有最大池化法、平均池
化法和随机池化法；ｘｉ－１为池化层ｉ的输入，ｘｉ为池化层
ｉ的输出，^ｂｉ是池化层ｉ的偏置项，ｆａｃｔ（·）为激活函数．
全连接层连接最后的分类器，将二维分布特征映射至

特征向量，以更好的分类．若第 ｉ层全连接层的输出向
量为ｖｉ，则ｖｉ可定义为如式（４）所示．

ｖｉ＝ｆａｃｔ（Ｗ
ｉｖｉ－１＋Ｂｉ） （４）

式中：ｖｉ－１为第ｉ层全连接层的输入，Ｗｉ为网络的权重
值，Ｂｉ为网络的偏置项，ｆａｃｔ（·）为激活函数．

本文设计的 ＣＮＮ模型结构如图４所示，主要由４
个卷积层、２个池化层和２个全连接层共８层组成，详
细参数如表１所示．ＣＮＮ模型的输入为一个形状为３３
×３３×３的三维图像块．４个卷积层与卷积核的学习权
重进行卷积从而提取图像块的特征，生成特征图；以

ＦＬＡＩＲ模态某个切片图像为例，４个卷积层获得的特征
图如图５所示．为了避免非线性以及饱和问题，本文卷
积层采用泄露线性整流函数（ｌｅａｋｙｒｅｃｔｉｆｉｅｄｌｉｎｅａｒｕｎｉｔ，
ＬＲｅＬＵ）作为激活函数，其数学表达式如式（５）所示．２
个池化层采用最大池化的方式，用于保留分割的重要

细节，其感受域互有部分重叠；图６所示为以３×３滤波
器和２×２步长进行最大池化的示例．ＣＮＮ模型的最后
层次为２个全连接层，采用 ｄｒｏｐｏｕｔ方法［１６］从网络中删

除节点，减少网络的过拟合．全连接层连接所有的特征
并将输出值送给ＳｏｆｔＭａｘ分类器，其５个输出表示组织
区域分类标签ｌａｂｅｌ０、ｌａｂｅｌ１、ｌａｂｅｌ２、ｌａｂｅｌ３和ｌａｂｅｌ４

ｆ（ｔ）＝
αｔ， ｔ＜０
０，{ 其他

（５）

式中：ｔ为激活转换前每个神经元的输出值，α为泄露参
数，取值范围为（０，１）．
２３２　初步分割

完成图像块的提取和多分类 ＣＮＮ结构的设计后，
本文利用图像块数据集训练ＣＮＮ模型，实现ＧＢＭ多模
态ＭＲ图像的预分割，初步将体素分为 ｌａｂｅｌ０、ｌａｂｅｌ１、
ｌａｂｅｌ２、ｌａｂｅｌ３和 ｌａｂｅｌ４五类不同的标签．为了监测
ＣＮＮ模型的训练过程，本文在全连接层中采用多类交
叉熵（ｃａｔｅｇｏｒｉｃａｌｃｒｏｓｓｅｎｔｒｏｐｙ）损失函数，如式（６）
所示．
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ｆｃｒｏ＝－∑
ｃ
ｙｃｌｏｇ（^ｙｃ） （６）

式中：ｃ是类别个数，ｙｃ为实际值，^ｙｃ表示模式输出的预
测值．同时，本文应用自适应矩估计（ａｄａｐｔｉｖｅｍｏｍｅｎｔ
ｅｓｔｉｍａｔｉｏｎ，ＡＤＡＭ）法［２］加速收敛 ＣＮＮ模型，使损失函
数ｆｃｒｏ的值达到最小；此外，本文还采用批规范（ｂａｔｃｈ
ｎｏｒｍａｌｉｓａｔｉｏｎ，ＢＮ）算法［１６］正则化网络，并在损失函数中

加入一个 Ｌ２正则化惩罚项［１７］，进一步降低 ＣＮＮ模型
训练时出现过拟合的可能性；卷积层的卷积核的权重

利用Ｘａｖｉｅｒ法［１６］进行初始化．图７为本文利用训练的
ＣＮＮ模型对ＧＢＭ多模态 ＭＲ图像进行预分割结果；其
中，（ａ）为ＦＬＡＩＲ模态ＭＲ切片原图像，（ｂ）为预分割结
果叠加至（ａ）上的图像．

表１　本文ＣＮＮ结构的详细参数

层类别 卷积核尺寸 步长 滤波器数 全连接单元数

卷积层１ ３×３ １×１ ６４ ／

卷积层２ ３×３ １×１ ６４ ／

池化层１ ３×３ ２×２ ／ ／

卷积层３ ３×３ １×１ １２８ ／

卷积层４ ３×３ １×１ １２８ ／

池化层２ ３×３ ２×２ ／ ／

全连接层１ ／ ／ ／ ２５６

全连接层２ ／ ／ ／ ５

２４　精分割
为了进一步改善 ＣＮＮ模型分割 ＧＢＭ三种模态

ＭＲ图像Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和ＦＬＡＩＲ的效果，本文基于
ＧＢＭ肿瘤解剖结构的先验知识，对ＣＮＮ模型的预分割
结果进行精分割．首先，考虑到通常情况下 ＧＢＭ肿瘤
区域总是大于２００体素，因此若肿瘤区域小于２００体素
将被视为假阳性予以移除．其次，利用大小为３×３像素
的中值滤波器平滑各肿瘤子区域的边界．最后，本文只
针对未切除后腔的 ＧＢＭ三种模态 ＭＲ图像，因此由活
跃肿瘤组织区（ｌａｂｅｌ１）包围的体素会重新归类为肿瘤
坏死组织区（ｌａｂｅｌ２），因为这是ＧＢＭ肿瘤的典型结构．
通过精分割所得结果为最终的ＧＢＭ多模态ＭＲ图像分
割结果，如图８所示．其中，图８（ａ）为图７（ａ）对应的最
终分割结果，图８（ｂ）为将图８（ａ）叠加至图７（ａ）上的
结果．对比图７（ｂ）和图８（ｂ）可以看出，精分割后图７
（ｂ）中误分割的绿色小区域被移除；经过中值滤波后，
各肿瘤子区域边界处的孤立体素被融合，边界得到

平滑．

３　实验与分析

３１　实验数据和平台配置
为验证算法的有效性和正确性，本文利用国际上

一个公开的ＧＢＭ多模态ＭＲ图像数据集———肿瘤基因
组图谱（ｔｈｅｃａｎｃｅｒｇｅｎｏｍｅａｔｌａｓ，ＴＣＧＡ）数据库（ｈｔｔｐｓ：／／
ｃａｎｃｅｒｇｅｎｏｍｅ．ｎｉｈ．ｇｏｖ／），建立国外人群 ＧＢＭ实验数据
集（ＦＧＢＭ）进行ＧＢＭ多模态 ＭＲ图像分割实验，总共

２４７１



第　８　期 赖小波：多分类ＣＮＮ的胶质母细胞瘤多模态ＭＲ图像分割

使用了其中４８位ＧＢＭ患者的三种模态ＭＲ图像数据．
ＴＣＧＡ计划由美国国家肿瘤研究院（ｎａｔｉｏｎａｌｃａｎｃｅｒｉｎ
ｓｔｉｔｕｔｅ，ＮＣＩ）和美国国家人类基因组研究院（ｎａｔｉｏｎａｌｈｕ
ｍａｎｇｅｎｏｍｅｒｅｓｅａｒｃｈｉｎｓｔｉｔｕｔｅ，ＮＨＧＲＩ）于２００６年联合启
动，全部数据免费对公众开放．同时，为了检验本文
ＣＮＮ模型分割中国人群 ＧＢＭ患者多模态 ＭＲ图像的
效果，通过本课题组具有丰富 ＧＢＭ影像诊断经验的成
员整理和收集的５２位 ＧＢＭ患者的三种模态 ＭＲ图像
数据，建立中国人群 ＧＢＭ实验数据集（ＣＧＢＭ）．实验

数据集的详细信息如表２所示，由于噪声的影响，ＭＲ
图像数据的品质会有所差别．此外，为了获得ＦＧＢＭ和
ＣＧＢＭ实验数据集的真值图，本文利用课题组前期研
究基于Ｍａｔｌａｂ平台开发了 ＧＢＭ多模态 ＭＲ图像标注
软件，操作界面如９所示，由课题组具有丰富ＧＢＭ临床
影像诊断经验的成员对每位 ＧＢＭ患者的三种模态 ＭＲ
图像Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和 ＦＬＡＩＲ分别手动标注各组织
区域．

表２　本文实验数据集的详细信息

参数 数值

切片大小／像素 ５１２×５１２

切片间距／ｍｍ Ｔ１ＷＩＰｒｅ：３～６５，Ｔ１ＷＩＰｏｓｔ：２５～６５，ＦＬＡＩＲ：２５～６５

像素间距／ｍｍ Ｔ１ＷＩＰｒｅ：０４２９７～０９３８０，Ｔ１ＷＩ～Ｐｏｓｔ：０４２９７～０９４００，ＦＬＡＩＲ：０４２９７～０９３８０

重复时间／ｍｓ Ｔ１ＷＩＰｒｅ：４１６６６４０～３３７９６，Ｔ１ＷＩＰｏｓｔ：４９４４～３２８５６，ＦＬＡＩＲ：８００２～１１０００

回波／ｍｓ Ｔ１ＷＩＰｒｅ：６３５６０～１５，Ｔ１ＷＩＰｏｓｔ：２１～１５，ＦＬＡＩＲ：１２０３～１５５

层面厚度／ｍｍ Ｔ１ＷＩＰｒｅ：３～５，Ｔ１ＷＩＰｏｓｔ：１４～５，ＦＬＡＩＲ：２５～５

　　本文实验运行的硬件和软件环境如下：运行平台
的处理器为 Ｉｎｔｅｌ（Ｒ）Ｘｅｏｎ（Ｒ）Ｂｒｏｎｚｅ３１０６ＣＰＵ＠
１７０ＧＨｚ，实验使用的图形处理器型号为 ＧｅＦｏｒｃｅＧＴＸ
９８０ＴＩ，内存为 ３２ＧＢ；软件系统包括 ＷｉｎｄｏｗｓＳｅｒｖｅｒ
２００８Ｒ２企业版操作系统，ＭａｔｌａｂＲ２０１５ａ以及ＭａｔＣｏｎｖ
Ｎｅｔ工具箱．
３２　训练多分类ＣＮＮ模型

本文利用基于图像块的方法训练构建的多分类

ＣＮＮ模型．为了选择图像块对多分类 ＣＮＮ模型进行训
练，本文构建的训练集包含的图像块分为六类，分别

为：分类标签为ｌａｂｅｌ１的肿瘤组织区的图像块（黄色）、
分类标签为ｌａｂｅｌ２的肿瘤组织区的图像块（红色）、分
类标签为ｌａｂｅｌ３的肿瘤组织区的图像块、分类标签为

ｌａｂｅｌ４的肿瘤组织区的图像块、分类标签为 ｌａｂｅｌ０的
正常脑组织区的图像块以及肿瘤组织区与正常脑组织

区边界处的图像块（紫色），如图１０所示．在每个训练
迭代回合，本文总共选取 ５０００００个图像块；对于每位
ＧＢＭ患者的三种模态 ＭＲ图像数据，选取所有肿瘤组
织区以及肿瘤组织区与正常脑组织区边界处的图像

块，而其余图像块则从正常脑组织区的图像块中随机

选取．

为了有效避免过学习和欠学习，并考虑到计算成

本的问题，本文采用１０折交叉验证法验证本文多分类
ＣＮＮ模型的性能，即将所有 ＧＢＭ患者的多模态 ＭＲ图
像原始数据分为１０组，将每组数据分别做一次测试集，
其余的９组数据作为训练集，这样会得到１０个模型，用
这１０个模型最终的测试集的分类准确率的平均数作
为本文多分类ＣＮＮ模型的性能评估．需要注意的是，同
一组中用于训练 ＣＮＮ模型的 ＧＢＭ患者多模态 ＭＲ图
像不能作为测试数据用该 ＣＮＮ模型进行分割．对于测
试集中的每位ＧＢＭ患者的多模态 ＭＲ图像，可用同一
组训练的ＣＮＮ模型将其所有体素分割为 ｌａｂｅｌ０、ｌａｂｅｌ
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１、ｌａｂｅｌ２、ｌａｂｅｌ３和ｌａｂｅｌ４五类不同的标签．
本文多分类 ＣＮＮ模型训练 ２５个迭代周期，采用

ＡＤＡＭ算法加速收敛 ＣＮＮ网络时，其三个参数 β１、β２
和ε分别取值为 ０９、０９９５和 １０－６；学习率 ｅ从 ３×
１０－５线性降至３×１０－７；损失函数ｆｃｒｏ值为４５×１０

－３，其

Ｌ２正则化惩罚项的参数λ设置为００３；利用ｄｒｏｐｏｕｔ方
法从网络中删除节点的概率ｐ设定为０５；卷积层的权
重利用Ｘａｖｉｅｒ法进行初始化时偏置项初始化为 ０１；
ＬＲｅＬＵ激活函数的参数α＝０３３３
３３　评价指标

本文为定量分析和检验不同算法的分割效果，将

本文算法的分割结果与本课题组具有丰富 ＧＢＭ临床
影像诊断经验的成员手动标注获得的真值图进行比

较，分析ＧＢＭ三种模态ＭＲ图像中体素的分类情况．本
文采用常用的 Ｄｉｃｅ相似性系数（ｄｉｃｅｓｉｍｉｌａｒｉｔｙｃｏｅｆｆｉ
ｃｉｅｎｔ，ＤＳＣ）ＤＳＣ、阳性预测值（ｐｏｓｉｔｉｖｅｐｒｅｄｉｃｔｉｖｅｖａｌｕｅ，
ＰＰＶ）ＰＰＶ和平均 Ｈａｕｓｄｏｒｆｆ距离（ａｖｅｒａｇｅＨａｕｓｄｏｒｆｆｄｉｓ
ｔａｎｃｅ，ＡＨＤ）ＡＨＤ三个指标客观评价 ＧＢＭ多模态 ＭＲ
图像分割算法的性能，其计算分别如式（７）～（９）所示．

ＤＳＣ＝ ２ＴＰ
ＦＰ＋２ＴＰ＋ＦＮ （７）

ＰＰＶ＝ ＴＰ
ＴＰ＋ＦＰ （８）

ＡＨＤ＝ｍａｘ（ｄＡＨＤ（Ａ，Ｂ），ｄＡＨＤ（Ｂ，Ａ）） （９）

式中：ＴＰ表示真阳性个数，ＦＰ表示假阳性个数，ＦＮ表
示假阴性个数；Ａ为自动分割结果所得区域包围的点
集，Ｂ表示手动分割结果所得区域包围的点集．其中，
ｄＡＨＤ（Ａ，Ｂ）可通过式（１０）计算获得．ＤＳＣ的值域为［０，
１］，其越大，表明算法的分割结果与手动分割结果越接
近，分割效果越好；ＰＰＶ为分割正确的肿瘤体素占分割
结果中肿瘤体素的比例；ＡＨＤ反映自动分割结果和手
动分割结果间的最大差异，其值越小，表明自动分割的

准确率越高．

ｄＡＨＤ（Ａ，Ｂ）＝
１
Ｎ∑ａｉ∈Ａｍｉｎｂｊ∈Ｂ‖ａｉ－ｂｊ‖ （１０）

３４　实验结果分析
图１１和图１２为本文算法分别对实验数据集ＦＧＢＭ

和ＣＧＢＭ中三个示例ＧＢＭ多模态ＭＲ图像进行自动分
割所得结果，从图中可看出，本文算法分割ＧＢＭ多模态
ＭＲ图像的结果与专家手动标注的真值图非常接近．其
中，第１列为Ｔ１ｗＰｒｅ模态ＭＲ切片的原图像，第２列为
Ｔ１ｗＰｏｓｔ模态ＭＲ切片的原图像，第３列为ＦＬＡＩＲ模态
ＭＲ切片的原图像，第４列为本文算法对ＧＢＭ三种模态
Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和ＦＬＡＩＲ的ＭＲ图像进行分割所得结
果，第５列本文算法分割结果叠加到ＦＬＡＩＲ模态ＭＲ切
片上的效果图，第６列为专家手动标注的真值图叠加到
ＦＬＡＩＲ模态ＭＲ切片图像上的效果图．

　　表３为本文算法分别对实验数据集 ＦＧＢＭ和 Ｃ
ＧＢＭ中的ＧＢＭ多模态ＭＲ图像进行分割所得 ｌａｂｅｌ１、
ｌａｂｅｌ２、ｌａｂｅｌ３、ｌａｂｅｌ４和 ｌａｂｅｌ５组织区域结果的 Ｄｉｃｅ
相似性系数 ＤＳＣ，表４为本文算法分别对实验数据集
ＦＧＢＭ和ＣＧＢＭ中的多模态 ＭＲ图像进行分割所得
ｌａｂｅｌ１、ｌａｂｅｌ２、ｌａｂｅｌ３、ｌａｂｅｌ４和 ｌａｂｅｌ５组织区域结果
的阳性预测值ＰＰＶ，表５为本文算法分别对实验数据集

ＦＧＢＭ和ＣＧＢＭ中的多模态 ＭＲ图像进行分割所得
ｌａｂｅｌ１、ｌａｂｅｌ２、ｌａｂｅｌ３、ｌａｂｅｌ４和 ｌａｂｅｌ５组织区域结果
的平均ｈａｕｓｄｏｒｆｆ距离ＡＨＤ．其中：ｌａｂｅｌ５表示整个ＧＢＭ
肿瘤区域．从表 ３～表 ５可以看出，本文算法分割 Ｃ
ＧＢＭ实验数据集的结果要略好于分割 ＦＧＢＭ实验数
据集的结果，其主要原因是 ＣＧＢＭ实验数据集要比 Ｆ
ＧＢＭ实验数据集稍大，能够提取数量更多的各肿瘤子
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区域及其与正常脑组织区边界处的图像块，从而使多

分类ＣＮＮ模型泛化能力更强．同时，表３～表５还列出
了本文算法分割实验数据集 ＦＧＢＭ和 ＣＧＢＭ合并成
的实验测试数据集ＦＣＧＢＭ的定量评价结果．

表３　本文算法的Ｄｉｃｅ相似性系数ＤＳＣ

数据集 ｌａｂｅｌ１ ｌａｂｅｌ２ ｌａｂｅｌ３ ｌａｂｅｌ４ ｌａｂｅｌ５

ＦＧＢＭ ０７６７±０１２５ ０８１６±０１６１ ０７８２±００８７ ０７０９±０２１７ ０８８７±０１０６

ＣＧＢＭ ０７８１±０１９７ ０８２９±０１５３ ０７８８±０１２４ ０７２１±０１８９ ０８９３±００９１

ＦＣＧＢＭ ０７７３±０１３６ ０８２１±０１３２ ０７８５±００９１ ０７１７±０１９２ ０８８９±００８７

表４　本文算法的阳性预测值ＰＰＶ

数据集 ｌａｂｅｌ１ ｌａｂｅｌ２ ｌａｂｅｌ３ ｌａｂｅｌ４ ｌａｂｅｌ５

ＦＧＢＭ ０８８５±０１０４ ０８３１±０１５６ ０７７３±０２１５ ０６９７±０１９７ ０８２４±０１５８

ＣＧＢＭ ０９１６±００７９ ０８５８±０１３３ ０７８９±０１８３ ０７２６±０１２５ ０８７５±０１１６

ＦＣＧＢＭ ０８９７±００９８ ０８４２±０１４５ ０７８１±０１７１ ０７１９±０１１７ ０８５９±０１２７

表５　本文算法的平均Ｈａｕｓｄｏｒｆｆ距离ＡＨＤ

数据集 ｌａｂｅｌ１ ｌａｂｅｌ２ ｌａｂｅｌ３ ｌａｂｅｌ４ ｌａｂｅｌ５

ＦＧＢＭ ５１５９ ４７７２ ３６８３ ３８５６ ２４０６

ＣＧＢＭ ３９７３ ３９２７ ２６７１ ２１１５ １３９２

ＦＣＧＢＭ ４５１８ ４４８５ ３２５７ ３３４８ １９２３

　　由于ＧＢＭ多模态ＭＲ图像的特殊性，以及ＧＢＭ肿
瘤的位置、大小和结构分布等在不同患者ＭＲ图像的显
影会有所不同，给ＧＢＭ多模态 ＭＲ图像的自动带来巨
大挑战．因分割出 ＧＢＭ肿瘤不同子区域可计算出一些
对ＧＢＭ患者生存期具有重要预测作用的高层次影像
特征（例如，肿瘤质心的位置、增强区边界厚度等），近

年来一些研究人员提出的方法在试图将 ＧＢＭ肿瘤分
割成不同子区域时使用了不同模态数量的 ＭＲ图像数
据集，故难于将本文算法与这些方法进行直接比较．
Ｐｅｒｅｉｒａ算法［１６］和 Ｈａｖａｅｉ算法［１７］除了需使用 Ｔ１ｗＰｒｅ、

Ｔ１ｗＰｏｓｔ和 ＦＬＡＩＲ三种模态 ＭＲ图像外，还需使用 Ｔ２
模态ＭＲ图像，即利用四种模态的ＭＲ图像将脑肿瘤分
割为肿瘤水肿组织区、活跃肿瘤组织区、肿瘤坏死组织

区和非活跃肿瘤组织区；虽然Ｐｅｒｅｉｒａ算法、Ｈａｖａｅｉ算法
和本文算法分割整个ＧＢＭ肿瘤组织区域（分类标签为
ｌａｂｅｌ５）的平均Ｄｉｃｅ相似性系数 ＤＳＣ均高于０８，但是
本文算法的 ＤＳＣ要稍大于 Ｐｅｒｅｉｒａ算法和 Ｈａｖａｅｉ算法
的ＤＳＣ．Ｚｉｋｉｃ等［１８］除了要使用 Ｔ１ｗＰｒｅ、Ｔ１ｗＰｏｓｔ和
ＦＬＡＩＲ三种模态 ＭＲ图像外，还需利用 Ｔ２ＴＳＥ、ＤＴＩｐ
和ＤＴＩｑ三种模态ＭＲ图像，即借助六种模态的 ＭＲ图
像将脑肿瘤分割为肿瘤水肿组织区、活跃肿瘤组织区、

肿瘤坏死组织区，所得平均 Ｄｉｃｅ相似性系数 ＤＳＣ分别
为０８０、０８５、０７５表６为本文算法和一些典型算法
采用数据集的情况以及分割肿瘤不同子区域的性能

评估．
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表６　不同方法的性能评估

方法
ＤＳＣ

ｌａｂｅｌ５ ｌａｂｅｌ１ ｌａｂｅｌ２
数据集

Ｈａｖａｅｉ ０８８ ０７９ ０７３ ＢＲＡＴＳ２０１３

Ｐｅｒｅｉｒａ ０８８ ０７６ ０７３ ＢＲＡＴＳ２０１５

Ｍｅｉｅｒ［１９］ ０８２ ０７３ ０６９ ＢＲＡＴＳ２０１３

Ｒｅｚａ［２０］ ０８３ ０７２ ０７２ ＢＲＡＴＳ２０１３

Ｓｕｂｂａｎｎａ［２１］ ０７５ ０７０ ０５９ ＢＲＡＴＳ２０１２

Ｔｕｓｔｉｓｏｎ［２２］ ０７５ ０５５ ０５２ ＢＲＡＴＳ２０１２

Ｋｗｏｎ［２３］ ０８６ ０７９ ０５９ ＢＲＡＴＳ２０１３

本文算法
０８８７±０１０６ ０７６７±０１２５ ０８１６±０１６１ ＦＧＢＭ

０８９３±００９１ ０７８１±０１９７ ０８２９±０１５３ ＣＧＢＭ

４　结束语
　　为了将整个 ＧＢＭ肿瘤细分为肿瘤不同子区域，并
提高ＧＢＭ各肿瘤子区域分割的准确性，本文提出了一
种基于多分类 ＣＮＮ的 ＧＢＭ多模态 ＭＲ图像自动分割
算法，能够在适应临床实践需求的前提下将整个肿瘤

分为正常脑组织区、活跃肿瘤组织区、肿瘤坏死组织

区、不包括活跃肿瘤组织区和肿瘤坏死组织区的 Ｔ１异
常区以及不包括Ｔ１异常区的ＦＬＡＩＲ异常区．以Ｄｉｃｅ相
似性系数、阳性预测值和平均 Ｈａｕｓｄｏｒｆｆ距离为评价指
标，本文算法分割实验数据集 ＦＣＧＢＭ的整个肿瘤及
其不同子区域的 Ｄｉｃｅ相似性系数分别为 ０８８９±
００８７、０７７３±０１３６、０８２１±０１３２、０７８５±００９１和
０７１７±０１９２，阳性预测值分别为０８５９±０１２７、０８９７
±００９８、０８４２±０１４５、０７８１±０１７１和 ０７１９±
０１１７，平均Ｈａｕｓｄｏｒｆｆ距离分别为１９２３、４５１８、４４８５、
３２５７和３３４８，能以较高的准确率对 ＧＢＭ多模态 ＭＲ
图像进行分割，优于部分经典算法，可望有临床应用

前景．
如何进一步提高ＧＢＭ多模态ＭＲ图像中各肿瘤子

区域边界处的分割性能是本课题今后的主要研究

方向．
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